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PROBLEMY SELEKCJI | WAZENIA ZMIENNYCH
W ZAGADNIENIU KLASYFIKACJI

1. Wstep

Glownym celem klasyfikacji jest badanie podobienstwa lub odrebnosci obiektow i
ich zbiorow. Celem tym jest wigc podziat zbioru obiektow na klasy zawierajace obiekty
podobne ze wzgledu na obserwacje na zmiennych (tzw. klasy wzglednie jednorodne).
Obiekty znajdujace si¢ w roznych klasach powinny by¢ jak najmniej podobne. Postuluje
sie, aby wyodrebnione klasy spehiaty kryteria wewnetrznej spdjnosci i zewnetrznej iz0-
lacji (por. [Gordon 1999, s. 3]). Wybdr zmiennych jest jednym z najwazniejszych, a za-
razem najtrudniejszych zagadnien. Od jakosci zestawu zmiennych zalezy bowiem wia-
rygodnos¢ ostatecznych wynikow klasyfikacji 1 trafno$¢ podejmowanych na ich podsta-
wie decyzji. W procedurze klasyfikacji nalezy uwzgledni¢ tylko te zmienne, ktore majg
zdolno$¢ dyskryminacji zbioru obiektow. Podejscie polegajace na uwzglednieniu jak
najwickszej liczby zmiennych jest nieuzasadnione. Dodanie do zbioru jednej lub kilku
nieistotnych zmiennych nie pozwala na odkrycie w zbiorze obiektow wiasciwej struktury
klas (zob. [Milligan 1994; 1996, s. 348]).

W zagadnieniu wyboru zmiennych na potrzeby klasyfikacji zbioru obiektéw na
wzglednie jednorodne klasy wyrdznia sie trzy podejscia [Grabinski 1992, s. 42;
Gnanadesikan, Kettenring, Tsao 1995]), sg nimi:

1. Wprowadzenie zréznicowanych wag dla poszczegdlnych zmiennych wyra-
zajacych ich relatywng waznosc.

2. Selekcja zmiennych — dobér mniejszej liczby zmiennych przez eliminacje
tych, ktére nie maja zdolnosci dyskryminacji zbioru obiektow. Zagadnienie selek-
cji zmiennych jest szczegélnym przypadkiem wazenia zmiennych, poniewaz
zmienne usuniete otrzymujg wage 0, a zmienne wybrane wage 1.
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3. Zastgpienie oryginalnych zmiennych nowymi ,.sztucznymi” zmiennymi o
pozadanych witasciwosciach (wykorzystuje si¢ tutaj analize czynnikowa i analize
glownych sktadowych).

W artykule, gtownie na przyktadzie wygenerowanych danych w dwuwymiaro-
wej przestrzeni zmiennych, wskazano ograniczenia, ktore nalezy wzia¢ pod uwage
przy selekcji zmiennych w zagadnieniu klasyfikacji. W niektorych sytuacjach jest
mozliwe uogoélnienie na wigkszg liczbe wymiarow. W przeprowadzonych ekspe-
rymentach wykorzystano procedur¢ NtRandMultiNorm z programu NtRand
2.01, generujaca liczby losowe odpowiednie do zadanych wektorow $rednich i ma-
cierzy kowariancji. W artykule zaktada¢ bgdziemy, Ze zmienne opisujace obiekty
badania sag mierzone na skali przedziatlowej lub ilorazowe;.

W identyfikacji problemow selekcji zmiennych wykorzystano wlasne spostrze-
zenia oraz M.in. nastgpujace opracowania autorow [Gnanadesikan, Kettenring, Tsao
1995; Guyon, Elisseeff 2003].

2. Podstawowe problemy selekcji zmiennych w zagadnieniu klasyfikacji

Zagadnienie selekcji zmiennych na potrzeby klasyfikacji zbioru obiektow,
przeprowadzane w sensie indywidualnego rozpatrywania przydatnosci poszcze-
golnych zmiennych, niesie ze sobg pewne ograniczenia:

1. Zmienne indywidualnie nie wykazujace zdolnosci do dyskryminacji zbioru obiek-
tow (zob. rys. 1b i 1c) rozpatrywane facznie mogg mieé takg zdolnos¢ (zob. rys. 1a).

W eksperymencie do otrzymania 76 dwuwymiarowych obserwacji zgodnych z roz-
ktadem normalnym i reprezentujacych dwa skupienia separowalne przyjeto w procedu-
rze NtRandMul t iNorm nastepujace wektory srednich i macierze kowariancji dla sku-

o T T 1 0,98
Y B IR PR
indywidualnie nie wykazuja zdolnosci do dyskryminacji zbioru obiektow, rozpatrywane
Tacznie za$ pozwalaja wyodrebni¢ dwa skupienia separowalne.

2. Zmienne rozpatrywane indywidualnie zwykle wykrywaja inng strukture klas
niz zmienne rozpatrywane lgcznie (zob. rys. 2).

W eksperymencie do otrzymania 60 dwuwymiarowych obserwacji, zgodnych z
rozktadem normalnym, reprezentujacych cztery skupienia separowalne przyjeto w
procedurze NtRandMultiNorm nastgpujace wektory srednich i macierze kowa-

riancji dla skupien: 4 =[0 0]', 4 =[0 10]', & =[10 O], g =[10 10],

] Zmienne v 1iv 2

10
2 =X,=2,=3, =[0 1] Zmienne v_1 i v 2 indywidualnie wykrywaja dwa

skupienia (rys. 2b i 2c), rozpatrywane tacznie za$ pozwalajg wyodrebnic¢ cztery
skupienia separowalne (rys. 2a).
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Rys. 1. a) 76 dwuwymiarowych obserwacji zgodnych z rozktadem normalnym reprezentujacych dwa
skupienia separowalne, b) i c) rozklad liczebnosci (histogram) dla zmiennych v_1iv_2
Zrodlo: opracowanie wilasne.

3. Zmienne indywidualnie majace rozktad rownomierny, traktuje si¢ jako nie-
przydatne z punktu widzenia zagadnienia klasyfikacji ze wzgledu na to, ze nie wy-
kazujg zdolnosci do dyskryminacji zbioru obiektéw. Zdolnos¢ grupowania j-tej
zmiennej okresla wzor (zob. [Sokotowski 1992, s. 12-13]):

1 n-1__ . .
G, =1—r pzlmln{(xj(M) —Xj(py)> rj/(n—l)} dlar; >0,

J
gdzie: r; — rozstep wyznaczony z warto$ci j-tej zmiennej, X

)

i(py — uporzadkowane

niemalejgco wartosci j-tej zmiennej, n — liczba badanych obiektow.
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Miara G, przyjmuje wartosci z przedziatu [0;1-1/(n-1)]. Wyzsza warto$¢
G, oznacza lepsza zdoIlno$¢ grupowania dla j-tej zmiennej.
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Rys. 2. a) 60 dwuwymiarowych obserwacji, zgodnych z rozktadem normalnym i reprezentujacych
cztery skupienia separowalne, b) i ) rozkfad liczebnosci (histogram) dla zmiennych v_1iv_2
Zrodto: opracowanie wiasne.

Na rysunku 3a zaprezentowano przyktad dwoch zmiennych indywidualnych o
rozkladzie rGwnomiernym:

v 1 1 3 5 7 9 |11 |13 |15 |17 |19 |21 |23 | 25|27 | 29
v 2 29 |27 [ 25|17 11513 ] 1 3 5 (1921 23| 7 9 |11

Zdolnos¢ grupowania dla zmiennych v_1 i v_2 wedlug miary G; wynosi 0.

Mimo to dwuwymiarowa konfiguracja zmiennych v_1 i v_2 daje pig¢ skupien se-
parowalnych (rys. 3a).
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Rys. 3. Dwuwymiarowa konfiguracja zmiennych v_1iv_2:

a) zmienne rozpatrywane indywidualnie maja rozktad rownomierny, rozpatrywane acznie
reprezentuja pig¢ skupien separowalnych;
b) migdzy najblizszymi sasiadami odleglosci (miejskie) sa identyczne (na rysunku mozna
zidentyfikowa¢ dwa skupienia)
Zrodto: opracowanie whasne.

Te niedogodno$¢ cze$ciowo eliminuje wielowymiarowe uogolnienie zapropo-
nowane przez Sokotowskiego [1992, s. 50-51]. Dotyczy to jednak tylko metody
najblizszego sasiada. Wprowadzono tam statystyke pozwalajaca pordwnac rzeczy-
wistg strukture dendrytu znormalizowanego z dendrytem teoretycznym zawierajg-
cym rowne wigzadta:

S =1—Z%Z?_llmin{ai;2?_llai /n—l} dla > "a >0, ()
a
i-1 i
gdzie: a, — i-te wiazadto w dendrycie, i=1...,n—1 — numer wiazadta, n — liczba
wierzchotkow w dendrycie.

Statystyka S przyjmuje wartosci z przedziatu [0;1-1/(n—1)] i mierzy ,,0dle-
glos¢” pomigdzy struktura dendrytu empirycznego i teoretycznego. Im bardziej
wartosci tej miary oddalajg sie od zera, tym wigksze sg mozliwosci wykrycia struk-
tury klas badanej zbiorowosci obiektow za pomoca metody najblizszego sasiada.

Na rysunku 3b zaprezentowano 32 obiekty badania, dla ktorych odlegtosci
miejskie miedzy najblizszymi sgsiadami sg identyczne. Zastosowanie do klasyfika-
Cji tego zbioru obiektéw metody najblizszego sgsiada nie pozwoli na wykrycie ist-
niejacej struktury klas (statystyka S =0). Zastosowanie do tych samych danych,
np. metody najdalszego sgsiada, pozwala zidentyfikowa¢ dwa skupienia.

Do zagadnienia selekcji zmiennych na potrzeby klasyfikacji zbioru obiektéw w
sensie rozpatrywania parami przydatnosci poszczegélnych zmiennych ze
wzgledu na ich skorelowanie nalezy przystgpowac bardzo ostroznie:
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1. Zmienne skorelowane $cisle (1, =%1), z punktu widzenia wynikow klasyfi-

kacji, nic nowego nie wnoszg do struktury klas wilasciwej tylko dla jednej ze
zmiennych (zob. rys. 4).

14,

’ ",
16,0= dﬁu 4,04 % ]
N oo rd N %,

-4,0= -16,0=

-12,0 -2‘,0 B,IU 18',0 28,0 -12,0 -2‘.0 8.‘0 18‘,0 28,0
v.1 vl
a) b)
Rys. 4. 75 dwuwymiarowych obserwacji zgodnych z rozktadem normalnym
i reprezentujacych pigé¢ skupien separowalnych: a) dla r,, =1,0; b)dla r, =-1,0
Zrédlo: opracowanie wihasne.

W eksperymencie do otrzymania 75 dwuwymiarowych obserwacji zgodnych z
rozktadem normalnym i reprezentujacych pigé¢ skupien separowalnych przyjeto w
procedurze NtRandMultiNorm nastepujace wektory srednich i macierze kowa-
riancji dla skupien:

—dla r,=10: u=[-75 -95], &=[0 2], wx=[75 55,

05 0,5
1, =[15 13]T,,us=[25 23]T,21=22=23:24=25:{0,5 0,5};
- dla r=-10: x=[-75 95, w=[0 2], w=[75 55|,
05 0,5
1 =[15 —13], 1 =[25 —23]T121=22223224225:[—05 05}'

2. Zmienne silnie skorelowane ze sobg indywidualnie nie pozwalajg na wykry-
cie struktury klas, rozpatrywane za$ tacznie pozwalajg wykry¢ strukture klas (rys.
5). Usuniecie jednej ze zmiennych silnie skorelowanych spowoduje utrate struktury
klas z pierwotnej przestrzeni dwuwymiarowej.
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Rys. 5. 75 dwuwymiarowych obserwacji zgodnych z rozktadem normalnym i reprezentujacych pigc
skupien separowalnych: a) dla ry; = 0,738; b) dla r;; =-0,949
Zrodlo: opracowanie wiasne.
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Rys. 6. 75 obserwacji pigciu zmiennych w ukladach dwuwymiarowych
Zrédto: opracowanie wiasne.

W eksperymencie do otrzymania 75 dwuwymiarowych obserwacji zgodnych z
rozkladem normalnym i reprezentujacych pie¢ skupien separowalnych przyjeto w
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procedurze NtRandMultiNorm nastgpujace wektory srednich i macierze kowa-
riancji dla skupien:

~ dlar,=0738: =[5 5], w,=[2 2], w=[2 2], u,=[0 O],

T 1 09]
ps=[-5 5] ,%=%,=%,=%,=3,= ,

09 1
~ dla r,=-0949: x4 =[55 55, u=[45 83], ;=1 1,
,=[83 45, 1, =[5,5 —5,5]T,21=22=23=24=25={ ;9 _2'9]

3. Narys. 6 zaprezentowano 75 dwuwymiarowych obserwacji zgodnych z rozktadem
normalnym i reprezentujacych pie¢ skupien separowalnych w uktadzie zmiennych v_1 i
v_2 (r,=0,0). W procedurze NtRandMultiNorm przyj¢to nastgpujace wektory

srednich i macierze kowariancji dla skupien: g =[0 O], s =[0 10,

T T T 10
=[5 5], m=[10 0], w=[10 10], %,=%,=5,=%,=3, {0 J.
Do analizy wprowadzono dodatkowe trzy zmienne v_3, v_4 i v_5, zakldcajace ist-
niejacg w uktadzie dwuwymiarowym strukture klas (tzw. noisy variables). 75 troj-
wymiarowych obserwacji zgodnych z rozkltadem normalnym wygenerowano,
przyjmujac w eksperymencie nastepujacy wektor srednich i macierz kowariancji:

5 2 6
u=[5 5 7,5]T ,2=|2 1 -5|.W ostatnim etapie obserwacje na wszystkich
6 -5 2

zmiennych podano klasycznej standaryzacji.

Nastepnie poréwnano za pomocag miary Randa [Rand 1971] i skorygowanej miary
Randa [Hubert i Arabie 1985] wyniki podziatu zbioru obiektow na 5 klas w przestrzeni
5-wymiarowej i 2-wymiarowej dla wybranych metod klasyfikacji (zob. tab. 1).

Tabela 1. Pordwnanie wynikow podziatu zbioru obiektow na 5 klas w przestrzeni 5-wymiarowej i
2-wymiarowej dla wybranych metod klasyfikacji

Warto$¢ miary/| 1 2 3 4 5 6 7 8 9
metoda
Randa 0,74234 (0,25766 |0,72505 |0,25405 |0,32324 |0,74486 |0,61477 |0,76865 |0,39820

Skorygowana |0,17521 |0,00470 (0,13717 |-0,00013(0,01449 |0,28258 |0,16217 |0,31402 |0,02506
Randa*
* W obliczeniach tego indeksu wykorzystano wzor podany przez Kriegera i Greena [1999, s. 67]

1 — k-$rednich; 2 — najblizszego sasiada; 3 — najdalszego sgsiada; 4 — centroidalna; 5 — mediany;

6 — Warda; 7 — $redniej odlegtosci pomigdzy skupieniami; 8 — $redniej odlegto$ci wewnatrz skupien;
9 — dwustopniowe grupowanie.

Zrédto: opracowanie whasne z wykorzystaniem programu SPSS for Windows oraz programu
opracowanego przez A. Dudka.

114



Wyniki zawarte w tab. 1 jednoznacznie wskazuja, ze zmienne V_3, V. 4iv_5
zakltocajg istniejaca w uktadzie dwuwymiarowym strukture klas.

Tabela 2. Macierz korelacji migdzy zmiennymi v_1 —v_5

Zmienne v 1 v 2 v 3 v 4 v 5
v1 1,000 0,000 —-0,003 -0,017 -0,017
v 2 0,000 1,000 0,042 —0,055 0,076
v 3 -0,003 0,042 1,000 -0,218 0,268
v 4 -0,017 -0,055 -0,218 1,000 -0,002
v 5 -0,017 0,076 0,268 -0,002 1,000

Zrodto: opracowanie wlasne.

Macierz korelacji zmiennych v_1,v_2,v_3, v_4 i v_5 pokazuje, ze metody ba-
zujace na niepowielaniu informacji (miarg powielania informacji jest tutaj wspot-
czynnik korelacji liniowej Pearsona) nie eliminujg zmiennych v_3,v_4iv_5 zaklo-
cajacych istniejaca w ukladzie dwuwymiarowym strukture klas.

3. Metody selekcji i wazenia zmiennych

Do rozwigzania zagadnienia wyboru zmiennych stuzg zasadniczo dwa ujecia:
wybor merytoryczny w $cistym tego stowa znaczeniu, wybor merytoryczno-
formalny. Oba ujecia obejmujg dwie fazy. Faza I jest taka sama w obu ujeciach,
roznice za$ wystepuja w fazie II. Punktem wyjscia obu uje¢ (faza I) jest skon-
struowanie wstepnej listy zmiennych na podstawie wilasnej hipotezy roboczej ba-
dacza (wynikajacej z jego znajomosci przedmiotu badania oraz wiedzy ptynacej z
szeroko rozumianej teorii ekonomii) oraz wspotpracy z przedstawicieli odpowied-
nich dyscyplin naukowych (eksperci).

Redukcja wstepnej listy zmiennych z wykorzystaniem analizy merytorycznej
(faza II) jest dziataniem w gléwnej mierze subiektywnym. Dokonuje sie jej na pod-
stawie wlasnej znajomosci przedmiotu badania, wykorzystujac wspotprace przed-
stawicieli odpowiednich dyscyplin naukowych (ekspertow) oraz opierajac si¢ na
szeroko pojetej teorii ekonomii.

Redukcja wstepnej listy zmiennych z wykorzystaniem metod doboru zmien-
nych (faza II) polega na tym, Ze najpierw usuwa si¢ zmienne, charakteryzujace si¢
mala zmiennos$cig. Nastepnie do tak zredukowanej liczby zmiennych stosuje si¢
formalny algorytm wyboru zmiennych, w ktérych miernikiem niepowielania in-
formacji jest wspotczynnik korelacji liniowej Pearsona lub odleglosci bazujace na
nim. Na przyktad w dualnych metodach taksonometrycznych celem zastosowania
tych algorytméw jest wybor takiego zestawu zmiennych, w ktorym zmienne sg
wzajemnie niezalezne oraz sg zalezne od zmiennych nie wchodzacych do wybra-
nego zestawu. Przeglad metod doboru zmiennych w polskiej literaturze statystycz-
nej zawiera praca Grabinskiego [1992, s. 42-62].
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W tej pracy [Grabinski 1992, s. 34-35] proponuje si¢ wprowadzenie wazenia
zmiennych proporcjonalnie do stopnia ich skorelowania z pozostatymi zmiennymi.
System ten nadaje wyzsze wagi zmiennym silniej skorelowanym z pozostatymi
zmiennymi.

Podejscie bazujace na niepowielaniu informacji niekoniecznie prowadzi do
wilasciwych rezultatow. P.H.A. Sneath (zob. [Milligan 1996, s. 348]) pokazat, ze
redukcja przestrzeni klasyfikacji (w wyniku zastosowania np. analizy gléwnych
sktadowych) moze spowodowac¢ utrate struktury klas z pierwotnej przestrzeni. Z
tego wzgledu w literaturze sa proponowane inne podejécia pozwalajace okresli¢
zdolnos¢ zmiennych do dyskryminacji zbioru obiektow:

a) metody selekcji zmiennych:

Fowlkes, Gnanadesikan i Kettenring [1987; 1988] zaproponowali procedure
doboru zmiennych, zwang w analizie regresji procedura selekcji ,,w przod”,
powigzang z metodami hierarchicznymi;

Sokotowski ([1992, s. 12-13, 50-51]) zaproponowat miar¢ zdolno$ci grupo-
wania dla indywidualnych zmiennych i zestawu zmiennych (zob. formuty
D i)

Carmone, Kara i Maxwell [1999] zaproponowali heurystyczna procedure
doboru zmiennych (HINoV) powigzang z metodg k-Srednich i skorygowa-
nym indeksem Randa;

b) metody wazenia zmiennych:

Desarbo i in. [1984] zaproponowali wazong metode k-srednich, w ktorej po-
szukuje si¢ wag dla zmiennych optymalizujacych wyniki klasyfikacji w sen-
sie funkcji stress Kruskala;

De Soete [1986; 1988], bazujac na wazonej odlegtosci euklidesowej, zapro-
ponowat metode, w ktorej poszukuje sie¢ wag dla zmiennych optymalizujg-
cych spelnianie w macierzy odleglosci  wlhasnosci  ultrametryki
(d, <max{d,;d,}, dla wszystkich tréjek obiektow o numerach i,k,I) lub
addytywnosci (d, +d,, <max{d; +d

w dip +dy}, dla wszystkich czworek

obiektow o numerach i,k,l, p);

Makarenkov i Legendre [2001], bazujac na wazonej odleglosci euklideso-
wej, zaproponowali metode, w ktorej poszukuje si¢ wag dla zmiennych op-
tymalizujacych spetnianie kryterium podziatu w metodzie k-$rednich na
ustalong liczbe klas;

Friedman i Meulman [2004] opracowali algorytm wazenia zmiennych w ra-
mach wyodrebnionych klas, a nie calej zbiorowosci badanych obiektow. W
algorytmie tym poszczegdlne klasy mogg by¢ opisane innym zestawem
zmiennych lub tymi samymi zmiennymi jednak o innej strukturze wag.

Analize porownawczg wybranych metod wazenia i selekcji zmiennych zawiera-
ja prace: [Milligan 1989; Gnanadesikan, Kettenring, Tsao 1995; Makarenkov, Le-
gendre 2001].
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4. \Wnioski

W artykule na przyktadzie wygenerowanych danych w dwuwymiarowej prze-
strzeni zmiennych wskazano ograniczenia, ktore nalezy wzia¢ pod uwage przy se-
lekcji zmiennych w zagadnieniu klasyfikacji. Ponadto scharakteryzowano propo-
nowane w literaturze podejscia pozwalajace okresli¢ zdolno$¢ zmiennych do dys-
kryminacji zbioru obiektow, polegajace na wazeniu zmiennych lub ich selekc;ji.
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VARIABLE SELECTION AND WEIGHTING PROBLEMS
IN CLUSTER ANALYSIS

Summary

Choice of variables is the one of the most important steps in a cluster analysis.
Variables used in applied clustering should be selected and weighted carefully. In
cluster analysis we should include only those variables that are believed to help
discriminate the data.

In article:

— main aspects of selection and weighting of variables to cluster were charac-

terised,

— point at limitations of variable selection for cluster analysis based on data

generated from normal distribution,

— main approaches to variable selection and weighting for cluster analysis

were discussed.
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