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1. Wstep

W analizie skupiefi wyodrgbnia si¢ siedem etapéw (por. np. [Milligan 1996,
s. 342-343; Walesiak 2005]): wyb6r obiektow i zmiennych, wybér formutly norma-
lizacji wartoéci zmiennych, wybér miary odlegtosci, wybér metody klasyfikacji,
ustalenie liczby klas, ocena wynikéw klasyfikacji, opis (interpretacja) i profilowa-
nie klas.

W artykule scharakteryzowane zostana funkcje pomocnicze pakietu clu-
sterSim' oraz wybrane funkcje pakietéw stats, cluster ade4, shizace po-
szczegblnym etapom analizy skupien. Ponadto zaprezentowane zostana przykla-
dowe skladnie polecen (procedury) ulatwiajace potencjalnemu uzytkownikowi re-
alizacje wielu zagadnien klasyfikacyjnych niedostgpnych w podstawowych pakie-
tach statystycznych (np. SPSS, Statistica, S-Plus, SAS).

2. Etapy w analizie skupien oraz pakiety i funkcje programu R

W tab. 1 pokazano wybrane pakiety i funkcje programu R wykorzystywane w
poszczegblnych etapach analizy skupien. Szczegdtowo zostana scharakteryzowane
funkcje niezbedne z punktu widzenia dalszych rozwazaf, zawarte w pakietach
clusterSim, stats, clusteriade4.

! Zob. prace: [Walesiak, Dudek 2006; 2007a; 2007b; Walesiak 2006].
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Tabela 1. Etapy w analizie skupien oraz funkcje programu R

Lp. Etapy w analizie skupien Wybrane pakiety i funkcje programu R
1 |Wybdr obiektéw i zmiennych Pakiet clusterSim (funkcja HINoV . Mod)
2 X;é;;‘:r}:nuly normalizacji w ' |Pakiet clustersSim (funkcjadata.Normalization)
3 |Wyb6r miary odleglosci Pakiet clusterSim (funkcjedist.BC,dist.GDM,
dist.sM)

Pakiet stats (funkgjadist)

Pakiet ade4 (funkgjadist.binary)

4 |Wybbr metody klasyfikacji Pakiet cluster (funkcjaagnes, diana, pam)
Pakiet stats (funkcje kmeans, hclust)

Pakiet clusterSim (funk¢ja initial.Centers)

5 |Ustalenie liczby klas Pakiet clusterSim (funkcje index.G1, index.G2, in-
dex.G3, index. S, index.KL, index.H, index.Gap)
6 |Ocena wynikéw klasyfikacji Pakiet clusterSim (funkcja replication.Mod)

7 |Opis (interpretacja) i profilowanie klas |Pakiet clusterSim (funkcja cluster.Description)

Zrbdlo: opracowanie wlasne.

Etap 1. Wybor obiektéw i zmiennych do klasyfikacji

Carmone, Kara i Maxwell [1999] zaproponowali heurystyczna procedure dobo-
ru zmiennych HINoV powiazana z metoda k-Srednich i skorygowanym indeksem
Randa. Celem tej metody jest dobér mniejszej liczby zmiennych z pierwotnego
zbioru przez eliminacj¢ tych, ktére zakldcaja istniejaca strukture klas w badanej
zbiorowosci obiektow. W wyniku zastosowania metody HINoV otrzymuje si¢ dla
kazdej zmiennej jej wkiad do istniejacej struktury klas. W pakiecie clusterSim
znajduje sig funkcja prezentujaca rozszerzong wersjg tej metody dla danych nieme-
trycznych i innych metod klasyfikacji (zob. tab. 2).

Tabela 2. Skladnia funkcji HINoV.Mod w pakiecie clusterSim

HINoV.Mod(x, type="metric", s=2, u, distance=NULL, method="kmeans",
Index="cRAND")

x magcierz danych .
s tylko dla danych metrycznych: 1 — ilorazowe; 2 — interwalowe lub mieszane
u liczba Klas (dla danych metrycznych)

distance NULL dla metody kmeans i danych niemetrycznych

dla danych ilorazowych: "d1" — Manhattan, "d2" — Euklidesowa, "d3" — Czebyszewa
(max), "d4" — kwadrat Euklidesowej, "d5" — GDM], "d6" — Canberra, "d7" — Braya i
Curtisa

dla danych przedziatowych lub mieszanych: "d1", "d2", "d3", "aq", "as"

method NULL dla danych niemetrycznych

metoda klasyfikagji: "kmeans" (default) , "single”, "complete", "average”,
"mcquitty”, "median”, "centroid", "Ward", "pam"

Index "CRAND" - skorygowany indeks Randa, "RAND" — indeks Randa

Zrédto: opracowanie wiasne.
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Tabela 3. Formuly normalizacyjne dla danych metrycznych

Nr | Nazwa formuly Formuta normalizac I.q : mm;:()),?ormalmql
n0|Bez normalizacji - ilorazowa i (lub) przedziatowa|—
ni|Standaryzacja z;=(x;,=%)/s, ilorazowa i (lub) przedziatowa) przedziatowa
n2|Stan ja . . . .

W, Idarqu z,,»=(xy-—Me/)/1,4826'MAD, ilorazowa i (lub) przedziatowa| przedziatowa
n3|Unitaryzacja z, =(x, = X)[r, ilorazowa i (lub) praedzialowa
n4|Unitaryzacja _ . . . , .

Zerowana z,=|x, —-m:n {3/ ilorazowa i (fub) przedzialowa| przedziatowa
n5|Normalizacja — = = . . . .

W ll?:li[—l; 1 zy —(xy—x,)/mfixlxy—le ilorazowa i (lub) przedzialowa| przedziatowa
né|Przeksztatcenia 2, =x,/s; ilorazowa ilorazowa

5 ilorazowe -
n z,=x,[r, florazowa ilorazowa
n8 z,=x, / mlax{x,j} ilorazowa ilorazowa
n9 z,=x,[%, ilorazowa ilorazowa
nl0 z,=x, / >y ilorazowa ilorazowa
nll n - .
z= xa/* ’me; ilorazowa ilorazowa

x;(2;) —wattoé (znommalizowana wartos6) j-tej zmiennej dla i-tego obiektu, X, (s, r,) —Srednia (odchylenie standar-
dowe, rozstep) dla-tej zmiennej, Me, (MAD,) —mediana (medianowe odchylenie bezwzgledne) dla-tej zmienne).
Zr6dto: opracowanie wiasne.

Tabela 4. Sktadnie funkcji pozwalajacych obliczaé miary odleglosci dla danych metrycznych i niemetrycznych
dist.GDM (x,method="GDML1") — funkcja obliczajaca macierz odleglosci wedtug miary GDM (zob.
Walesiak [2006]), gdzie X — macierz danych, GDM1 — miara odlegloéci GDM dla danych metrycanych,
GDM2 — dla danych porzadkowych

dist.BC (x) —funkcja obliczajaca macierz odlegloéci wedlug formuly Braya-Curtisa dla zmiennych ilo-
razowych

dist.SM(x) — funkcja obliczajaca macierz odleglosci wedtug miary Sokala-Michenera dla zmiennych

nominalnych )
dist (x, method="euclidean", p = 2)
x macierz danych lub obiekt "dist"
method

miara odlegloéci: "euclidean" (odleglo$é euklidesowa), "maximum”, "manhattan®,
"canberra”, "binary", "minkowski" .

P potega dla odleglosci "minkowski "

dist.binary(df, method = NULL)

af macierz danych zawierajaca warto$ci dodatnie lub zera. Uzywana z funkcja as .matrix (1 *
(af > 0))
method |fiezha od 1 do 10 oznaczajaca formute odlegloci d =+/1—s : 1 = Jaccard, 2 = Sokal & Mich-

ener, 3 = Sokal & Sneath (1), 4 = Rogers & Tanimoto, 5 = Czekanowski, 6 = Gower & Legendre
(1), 7 =Ochiai, 8 = Sokal & Sneath (2), 9 =Phi of Pearson, 10 = Gower & Legendre (2)

Zrédto: opracowanie wiasne.
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Tabela 5. Skiadnie funkgji dla podstawowych metod klasyfikacji w srodowisku R*

A. Hierarchiczne metody aglomeracyjne
hclust (d, method = "complete", members=NULL)

4 macierz odlegloci
method hierarchiczna metoda aglomeracyjna; "single", "complete",
"ward", "average", "mcquitty", "median", "centroid"
members  |NULL or a vector with length size of &
B. Metoda k-§rednich
kmeans (x, centers, iter.max = 10, nstart = 1, algorithm = c("Hartigan-
wong", "Lloyd", "Forgy", "MacQueen"))
x macierz danych
centers poczatkowe érodki ciezkosei klas lub poczatkowa liczba klas
iter.max |maksymalna liczba iteracji
nstart liczba losowych zbioréw danych, jesli w centers podano liczbe klas
algorithm |stosowany algorytm
C. Metoda k-medoidéw
pam(x, k, diss = inherits(x, "dist"), metric = "euclidean®,
medoids = NULL, trace.lev = 0)
x macierz danych lub macierz odleglosci
k liczba klas
diss dla TRUE x oznacza macierz odleglosci (domy$lnie); dla FALSE — macierz danych
metric miara odlegloéci (x oznacza macierz danych): "euclidean”, "manhattan"
medoids NULL (domyslnie) lub wektor zawierajacy poczatkowe medoidy
trace.lev |zawarto$¢ drukowanych informacji w réznych fazach algorytmu: 0 (domyslnie) — bez dru-

kowania;, wyzsza liczba oznacza wigeej drukowanych informacii

"average",

D. Hierarchiczne metody aglomeracyjne
agnes (x, diss

inherits(x, "dist"), metric reuclidean”, method =

par .method)

method

par.method

metoda klasyfikacji: "average", "single", "complete', 'ward®,
"weighted", "flexible"
wektor zawierajacy parametry dla metody "flexible" (1,3 lub4)

E. Hierarchiczna metoda deglomeracyjna
diana({x, diss

inherits(x, "dist"), metric = "euclidean")

* opis niektorych funkcji zawiera podstawowe argumenty.

Zr6dto: opracowanie wlasne.

Etap 2.

Wybér formuty normalizacji warto$ci zmiennych

Normalizacje wartoéci zmiennych przeprowadza si¢ w pakiecie clusterSim
z wykorzystaniem funkcji data.Normalization (x, type="n0"), gdzie
x oznacza macierz danych, a type — typ formuly normalizacyjnej z tab. 3.

Etap 3.

Wybdr miary odleglosci

Podstawowe miary odleglo$ci, uzaleznione od skali pomiaru zmiennych, za-
warte sa w pakietach clusteSim, stats i ade4 (zob. tab. 4).

Etap 4.

Wybér metody klasyfikacji

Najczesciej wykorzystywane w badaniach empirycznych metody klasyfikacji

znajduja si¢

w pakietach stats i cluster (zob. tab. 5).
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Tabela 6. Indeksy oceny jakosci klasyfikacji stuzace wyborowi liczby klas

Nazwa indeksu/ Formula Sklacinia fankgji ticzy Kas 7
Califiskiego i Harabasza index.GL (x,cl) argmax{Gl(u)}
B, /u=1) X - mciozdaych o ‘

Gl(u) = t—— cl - wektor liczb calkkowitych informugacych o przynaleinodei
W, /(n—u) obiekidw do klas
Bakerai Huberta index.G2(d,cl) argmax{G2(u)}
s(+) - s(-) Aa - macierzodleghodci u
G2(u)=—"—"=
s(+)+s(=)
Hubertai Levine’a index.G3(d,cl) argmin{G3(u)}
Dw)-r-D_ “
Gi(y) = —————mn
r-D., —r-D,,
Sitouette index.S(&, cl) argmax{S(u)}
1< b()—a(i) “
Su)y==) —F————
n ,zl: max{a(i); b(i)}
KrzanowskiegoiLai index.KL (x,clall) argmax{KL(u)}
DIFF clall - trzywektory liczb calkowitych informyacych o przy- u
KL(u) =|——" naleinoici obiekidw do kias w podzialena  — 1, # i u +1
DIFF,, i
DIFF, = (u-1)""W,_, —u*'"W,
Hartigana index.H (x,clall) najmnicjszey, dia
W clall - dwawektory liczb callcowitych informmgacych o kitrego H(u) <10
Hu)=|—=*-1|(n-u-1) przynaleimodei obiekiéw doklasw podzialena 1 4 +1 ks
u+l
Gap index.Gap (x, clall, refer- najmnigszey, dia
B ence.distribution="unif", B=10, Kibrego diffie 20
Gap(u) = l—z}og W, —logW, method="pam") iff
B clall—dwawekiory liczb calkowitych informuacych o przyna-
diffu = Gap(u) - Gap(u +1)+s5,,, |lemokiobickiw doklasw podzialena iu+1 Kas
reference. distribution—spossh generowania cbserwa-
s, =sdN1+1/B ji na zmiennych z rozkdadi jednostainego (unif, pc)
sd,, —odchyleniestandardowe z wartodci B=10- liczba generowanych zbioréw obserwadi
method—metoda klasyfikacii (ward, single, cample~
{logW,, } te, average, mcquitty, median, centroid,
pam, k-means)

B, - maciez kowariancii miedzyklasowej, W, — macierz kowariancji wewnatrzklasowej, & -~ $lad macierzy,

B,(W,)=tB, (rW,), r,s =1,...,u ~numer Klasy, u~liczbaklas, i,k =1,...,n —mumer obiektu, n - liczba obiektow, m—

liczba zmiennych, s(+) — liczba par odleglosci zgodnych, s(—~) - liczba par odlegloéci niezgodnych, D(u) — suma wszystkich odle-

gloéci wewnatrzklasowych, r - liczba odlegloéci wewnatrzklasowych, D, (D,,, ) — najmnicjsza (najwicksza) odleglosé we-

woagriklassowa, a(i)= Y. d,,/(n,—l) ~ &rednia odleghoéé obiektu i od pazostalych obiektéw nalezacych do Klasy P ;

ke{P\i} .

b)) = min{d, }, dpp = Zd,,,/n, ~ $rednia odlegloéé obiektu i od obiektéw nalezacych do kiasy P, , B -~ liczba genero-
sur i : k<P,

wanych zbioréw obserwagji.

Zrédto: opracowanie wlasne na podstawie prac: [Califiski, Harabasz 1974; Hubert 1974; Milligan,
Cooper 1985; Kaufman, Rousseeuw 1990; Hartigan 1975; Tibshirani, Walther, Hastie 2001].


http:index.KL
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Dla metody k-$rednich poczatkowe §rodki cigzkosci klas mozna ustali¢ za po-
mocy funkcji initial.Centers (x, k) w pakiecie clusterSim (x —
macierz danych, k - liczba klas).

Etap 5. Ustalenie liczby klas

Charakterystyke siedmiu indekséw jakosci klasyfikacji dostgpnych w pakiecie
clusterSim, a shuzacych wyborowi liczby klas, zawiera tab. 6.

Etap 6. Ocena wynikéw klasyfikacji

Procedura stuzaca ocenie wynikéw klasyfikacji (analiza replikacji — zob. prace:
[Breckenridge 2000; Walesiak 2007]) zawarta jest w pakietach clusterSim
(zob. tab. 7). Replikacja dotyczy przeprowadzenia procesu klasyfikacji zbioru
obiektéw na podstawie dwéch préb wylosowanych z danego zbioru danych, a na-
stgpnie ocenie zgodno$ci otrzymanych rezultatéw. Poziom zgodno$ci wynikéw
dwéch podziatéw (skorygowany indeks Randa) odzwierciedla poziom stabilno$ci
przeprowadzonej klasyfikacji zbioru obiektéw.

Tabela 7. Analiza replikacji z wykorzystaniem funkcji replication.Mod pakietu clusterSim

replication.Mod(x, v="m", u=2, centrotypes="centroids", normaliza-
tion=NULL, distance=NULL, method="kmeans", S=10, fixedAsample=NULL)

X macierz danych

v typ danych: metryczne ("r" — ilorazowe, "1" — przedzialowe, "m" — mieszane), nieme-
tryczne ("o" — porzadkowe, "n" — nominalne wielostanowe, "b" — biname)

u liczba klas

centrotypes [|"centroids","medoids"

normalization |formuly normalizacyjna dla danych metrycznych n0-nil

distance NULL dla metody -$rednich ("kmeans"),

dla danych ilorazowych: "d1" - Manhattan, "d2" — Euclidean, "d3" — Chebychev
(max), "d4" - squared Euclidean, "d5" — GDM1, "d6" — Canberra, "d7" — Bray-Curtis
dla danych przedziatowych i mieszanych: "d1", "a2", "as", "a4", "as"

dla danych porzadkowych: "d8" — GDM2

dla danych nominalnych wielostanowych: "d9" — Sokal & Michener

dla danych binamych: "b1" = Jaccard; "b2" = Sokal & Michener; "b3" = Sokal & Sne-
ath (1); "b4" = Rogers & Tanimoto; "b5" = Czekanowski; "b6" = Gower & Legendre
(1); "b7" = Ochiai; "b8" = Sokal & Sneath (2); "b9" = Phi of Pearson; "b1 0" = Gower

& Legendre (2)
method metoda klasyfikacji (zob. etap 4)
S liczba symulacji
. numery obiektéw dobrane losowo do podzbioru A (NULL) lub numery obiektéw do-
fixedsample | e arbitralnic do podzbioru A

Zr6dto: opracowanie wiasne.”

Etap 7. Opis (interpretacja) i profilowanie klas
Do wyznaczenia charakterystyk poszczeg6lnych klas mozna wykorzystaé z pakietu
clusterSim funkcj¢ cluster.Description(x, cl, sdTy-
pe="sample"). Funkcja ta oblicza osobno dla kazdej klasy i zmiennej z ustalo-
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nego podziatu zbioru obiektéw na klasy c1 nastgpujace statystyki opisowe: §rednia
arytmetyczna (1), odchylenie standardowe (2), mediana (3), medianowe odchylenie
bezwzgledne (4), dominanta (5) (dla zmiennych nominalnych i porzadkowych, je-
$li wystgpuje wigcej warto§ci o maksymalnej czesto$ci wystgpowania zwracana
jest warto$é ,,N.A.”). W odchyleniu standardowym w mianowniku wystepuje n — 1
dla proby (sdType="sample")in dla populacji (sdType="population").

3. Przykladowe skladnie polecen z wykorzystaniem wybranych
funkeji programu R

Za pomoca dwuwymiarowej zmiennej losowej o rozkladzie normalnym wyge-
nerowano po 40 obserwacji dla trzech skupiefi o wydtuzonym ksztalcie. Przyjeto
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Rys. 1. 120 obserwacji pieciu zmiennych w uktadach dwuwymiarowych
Zrédto: opracowanie wlasne.
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nastgpujace wektory wartoéci oczekiwanych dla skupieni (0, 0), (2, 3), (4; 6) oraz
identyczne macierze kowariancji £ (o, =1, 0, =-0,9). Do analizy wprowadzo-

no dodatkowe trzy zmienne zaklécajace istniejaca w ukladzie dwuwymiarowym
strukture klas (tzw. noisy variables). Po 120 obserwacji na tych zmiennych wyge-
nerowano niezaleznie z rozktadu jednostajnego (zob. rys. 1).

Do wygenerowania danych wykorzystano funkcj¢ cluster.Gen pakietu
clusterSim z nastgpujaca sktadnig poleceri (zob. przyklad 1).

Przyklad 1

library(clustersSim)

means <- matrix(c(0,2,4,0,3,6),3,2)

cov <- matrix(c(1,-0.9,-0.9,1),2,2)

grnd <- cluster.Gen(numObjects=40, means=means,
cov=cov, model=2, numNoisyVar=3)

colornames <- c("red", "blue", "green")

grndsclusters[grndsSclusters==0]<-length(colornames)

plot(grndsdata, col=colornames[grndSclusters])

write. table(grndsdata, file="F:/dane.csv", sep=";",

dec= M’ ")

VVVy

VVvVvy

W skladni polecen w przykladzie 2 do usunigcia zmiennych zaktécajacych struk-
turg klas zastosowano metod¢ HINoV z nastepujacymi parametrami (liczba klas: 3,
miara odleglo$ci: kwadrat odleglo$ci euklidesowej A4, metoda klasyfikacji: pam).

Przyklad 2
> library(cluster)
> library(clusterSim)
> x <- read.csv2("dane.csv", header=TRUE, row.names=1)
> X <- as.matrix(x)
> X <- as.data. frame(x)
> rl <- HINoV.Mod(x, type="metric", s=2, 3, dis-
tance="d4", method="pam", Index="cRAND")
> options(QutDec = ", ")
> plot(rlsstopril,2], type="b", pch=0, xlab="Numer
zmiennej", ylab="topri",xaxt="n")
>
axis(l,at=c(l:max(rilsSstopril,1])),labels=risSstoprif,1])

W wyniku zastosowania tej procedury otrzymuje sig¢ wykres osypiska (rys. 2).
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0.5

{o—

fopr

Numer zmiennej

, Rys. 2. Wykres osypiska
Zrédlo: opracowanie wiasne.

Na podstawie wykresu osypiska zmienne o numerach 3, 4 i 5, zakldcajace istniejacq

w ukladzie dwuwymiarowym strukture klas, zostaja usuniete za pomoca metody HINoV.
W skladni polecets w przyktadzie 3 przyjeto nastepujace zalozenia:

— obserwacje na zmiennych poddano standaryzacji Webera (nn2),

— do pomiaru odleglo$ci migdzy obiektami zastosowano kwadrat odlegltoéci eu-
klidesowe;j,

— do podziatu zbioru 120 obiektéw opisanych zmiennymi V1 i V2 na klasy za-
stosowano metode k-medoidéw (pam),

— liczbe klas ustalono na podstawie indeksu gap (index.Gap),

— za pomoca instrukcji write.table zapisujemy w plikach warto$ci ,,diffu”
shuzace wyborowi liczby klas dla indeksu gap, zaklasyfikowanie obiektéw do
klas (,,clustering”) oraz warto$ci podstawowych parametréw informujacych o
otrzymanych klasach obiektéw (,,clusinfo”).

Przyklad 3
> library(¢lusterSim)
> library(cluster)
> X <- read.csv2("c:/Dane_120x2.csv", header=TRUE,
row.names=1)
> X <- as.matrix(x)
> z <~ data.Normalization (x, type="n2")
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z <- as.data.frame(z)

d <- dist(z, method="euclidean")"2
min_liczba_klas=1

max_liczba_klas=15

min<- 0

wyniki<- array(0,c(max_liczba_klas-min_liczba_klas+1,
))

wyniki[,1]<- min_liczba_klas:max_liczba_klas
znaleziono<-FALSE

for (liczba_klas in min_liczba_klas:max_liczba_klas)
{

cll <- pam(d, liczba_klas, diss = TRUE)

cl2 <- pam(d, liczba_klas+1, diss = TRUE)

clall<- cbind(cllSclustering,cl2Sclustering)
sink(file="tymczasowy.txt")

Gap <- index.Gap(z, clall, reference.distribution =
"pc", B=10, method="pam")

> wyniki[liczba_klas - min _liczba_klas+l,2]<-diffu<-
print(Gapsdiffu)

> sink()

> 1f ((wyniki[liczba_klas - min_liczba_klas+1,2]>=0) &&
(!znaleziono))

> {

lk<- liczba_klas
min<-diffu

clopt<-cllScluster

wyn<-cllSclusinfo

znaleziono<-TRUE

}

}

1f (znaleziono)

{
print(paste("minimalna liczba klas dla diffu>=0 wyno-
si", 1k, "dla diffu=",min))

> }else

> {

> print("Nie znalazlem klasyfikacji, dla ktdrej
diffu>=0")

>}

> write.table(wyniki, file="diffu.csv", sep=";",
dec=",", row.names=TRUE, col.names=FALSE)
> write.table(clopt, file="clustering.csv", sep=";",
dec=", ", row.names=TRUE, col.names=FALSE)

VVvVVVVVVVDOVVYVVVY

VVVVVVVYVVY
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> write.table(wyn, file="clusinfo.csv", sep=";",
dec=", ", row.names=TRUE, col.names=TRUE)
> options (OutbDec = ", ")

> plot(wyniki, type="p", pch=0, xlab="Liczba klas",
ylab="diffu",xaxt="n")

> abline(h=0, untf = FALSE)

> axis(l,c(min_liczba_klas:max_liczba_klas))

W wyniku zastosowania tej procedury otrzymuje si¢ podziat zbioru 120 obiek-
tow opisanych dwiema zmiennymi X1 i X2 na trzy klasy:
[1] "minimalna liczba klas dla diffu>=0 wynosi 3 dla
diffu= 0,260407103676564"

0.1
o

0.2

T T T T T T T T T T T T T
1 2 3 4 5 6 7 8 9 10 11 12 13 14 15

Liczba klas

Rys. 3. Graficzna prezentacja wartosci indeksu gap
Zrédlo: opracowanie wiasne.

W przykladzie 4 przeprowadzono oceng otrzymanych wynikéw klasyﬁkacp,
wykorzystujac funkcje replication.Mod z pakietu clusterSim.

Przyklad 4
> library(clusterSim)
> x <- read.csv2("Dane_120x2.csv", header=TRUE,

row.names=1)
> X <- as.matrix(x)
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> options(OutbDec = ", ")
> w<- replication.Mod (x, v="m", u=3, centro-
types="centers”, normalization="n2", distance="d4",

method="pam", S$=50)
> print(wScRand)

W wyniku zastosowania tej procedury otrzymuje sie:
[1] 0,9297423

Zatem warto$§¢ skorygowanego indeksu Randa §wiadczy o wysokiej stabilno$ci
podziatu zbioru 120 obiektéw na trzy klasy.

4. Podsumowanie

W artykule zaprezentowano siedem etap6w typowej procedury analizy sku-
piefi, a nastgpnie scharakteryzowano funkcje pakietéw clusterSim, stats,
cluster i ade4 §rodowiska R stuzacych realizacji poszczeg6lnych jej etapdw.
Ponadto przedstawiono przyktadowe sktadnie polecen (procedury) z wykorzysta-
niem analizowanych funkcji, utatwiajace potencjalnemu uzytkownikowi realizacje
wielu zagadnien klasyfikacyjnych niedostgpnych w podstawowych pakietach staty-
stycznych.
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CLUSTER ANALYSIS PROCEDURE WITH CLUSTERSIM COMPUTER
PROGRAMME AND R ENVIRONMENT

Summary

The first part of the article presents major steps in a cluster analysis procedure (see [Milligan
1996, 342-343; Walesiak 2005]). The next part presents the functions of clusterSim, stats,
cluster, and ade4 packages of R environment which are applied to solving clustering problems in
each stage of this procedure. Also the examples of the syntax (procedures) for solving different clus-
tering problems are presented. These procedures help to resolve a broad range of classification prob-
lems that are not available in statistical packages (e.g. SPSS, Statistica, S-Plus, SAS),



